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摘 要: 基于无约束优化和遗传算法,提出一种学习贝叶斯网络结构的限制型遗传算法. 首先构造一无约束优化问

题,其最优解对应一个无向图. 在无向图的基础上,产生遗传算法的初始种群,并使用遗传算法中的选择、交叉和变

异算子学习得到最优贝叶斯网络结构. 由于产生初始种群的空间是由一些最优贝叶斯网络结构的候选边构成,初始

种群具有很好的性质. 与直接使用遗传算法学习贝叶斯网络结构的效率相比,该方法的学习效率相对较高.
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Abstract: Based on unconstrained optimization and genetic algorithm, this paper presents a constrained genetic

algorithm(CGA) for learning Bayesian network structure. Firstly, an undirected graph is obtained by solving an unconstrained

optimization problem. Then based on the undirected graph, the initial population is generated, and selection, crossover and

mutation operators are used to learn Bayesian network structure. Since the space of generating the initial population is

constituted by some candidate edges of the optimal Bayesian network, the initial population has good property. Compared

with the methods which use genetic algorithm(GA) to learn Bayesian network structure directly, the proposed method is

more efficiency.
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0 引引引 言言言

贝叶斯网络是一种将贝叶斯概率方法和有向无

环图的网络拓扑结构有机结合的表示模型,描述了数

据库中数据项及其相互之间的依赖关系.构建贝叶斯

网络结构时, 若单纯依靠人类专家给出贝叶斯网, 当

节点个数较多时, 构造过程将费时费力, 且在很多情

况下是不可能的. 近十几年来,人们对于如何通过现

有数据学习构造贝叶斯网或者自动求精由人类专家

提供的贝叶斯网进行了深入研究[1-2].

从数据集合中学习贝叶斯网络包括网络结构学

习和网络参数学习,其中结构学习是核心内容.本文

主要关注于网络结构学习.贝叶斯网络结构学习的关

键是如何确定节点间的弧及弧的方向.目前网络结构

学习所采用的策略可归为 3类: 基于依赖独立测试的

方法[3-5],基于打分搜索的方法[6-8]和混合算法[9-10]. 基

于依赖独立测试方法的关键是选用合适的测度方法

度量变量之间的依赖关系,然后将依赖关系最强的一

些边连接起来,完成网络结构的学习.如Chow等[3]提

出的用树结构表示概率网的近似算法; Sprites等[4]提

出的从完全图删除边的 PC算法. 这类算法的复杂度

相对较低, 但对训练数据集的依赖较大,如果训练数

据集数据量不是充分大或者存在误差,则所得结果通

常是不可靠的. 基于打分搜索方法通常作为最优化问
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题来处理,即被看作是一个在贝叶斯网络空间内由打

分函数引导搜索最优网络结构的过程,所采用的打分

函数一般被设计来评价网络结构与数据集合的匹配

程度. 比较常用的打分函数有BIC、MDL和BDe等,

如Suzuki[7]提出的运用MDL打分函数学习贝叶斯网

络结构的算法. 这类算法的效率通常较低,而且易于

陷入局部最优解,当变量较多时难以实现. 为了降低

搜索空间,基于打分搜索的方法通常要求节点有序并

使用一些启发式搜索方法. 混合算法是以上两类算法

思想的结合,因其能克服前两种算法的缺陷,目前已

成为研究热点之一.

遗传算法是一类处理复杂优化问题的方法. 它通

过模拟生物进化的优胜劣汰规则与染色体的交换机

制,使用选择、交叉和变异 3种基本操作寻求最优个

体,具有极高的鲁棒性和广泛的适应性. 近年来,有学

者将此类方法应用于贝叶斯网络结构的学习[11-12]. 但

是,现有的大多数学习贝叶斯网络结构的遗传算法需

要事先给定节点顺序,以减少算法的搜索空间, 从而

大大降低了算法的通用性.

基于无约束优化和遗传算法,本文提出一种学习

贝叶斯网络结构的限制型遗传算法. 该方法由两个阶

段构成: 在第 1阶段,构造无约束优化问题并求解,确

定出一无向图,为第 2阶段产生初始种群提供一个较

小的空间;在第 2阶段,首先产生初始种群,然后使用

遗传算法对初始种群进行选择、交叉和变异操作,完

成贝叶斯网络结构的学习.由于在第 2阶段中遗传算

法初始种群的产生是以无向图中的边作为候选边,减

小了搜索空间的规模,该方法的效率要比直接使用遗

传算法学习的效率高. 数值实验表明无论是学习效

果,还是计算效率,本文方法都取得了较好的结果.

1 贝贝贝叶叶叶斯斯斯网网网络络络

贝叶斯网络是根据马尔可夫假设寻找的满足

条件独立性限制的模型结构, 又称信度网 (BN). 贝

叶斯网可以表示为一个二元组BN = (𝐺, 𝜃). 其中:

𝐺 = (𝑉,𝐸)是一个非循环的有向无环图 (DAG),包括

节点变量集合𝑉 = {𝑣1, 𝑣2, ⋅ ⋅ ⋅ , 𝑣𝑛}和连接节点的有
向边集𝐸,它捕捉结构特性,降低了推理、决策和学习

的复杂度; 𝜃是一个条件概率分布集, 𝜃𝑖 ∈ 𝜃表示贝叶

斯网络在给定节点 𝑣𝑖的父节点时的条件概率.两部分

组合在一起定义了唯一的联合概率分布.贝叶斯网是

自然、紧凑的联合概率分布的表示形式.

对于具有𝑛个属性节点 {𝑣1, 𝑣2, ⋅ ⋅ ⋅ , 𝑣𝑛}的贝叶
斯网络,由联合概率公式可得

𝑃 (𝑣1, 𝑣2, ⋅ ⋅ ⋅ , 𝑣𝑛) =
𝑛∏

𝑖=1

𝑃 (𝑣𝑖 ∣ 𝑣1, 𝑣2, ⋅ ⋅ ⋅ , 𝑣𝑖−1). (1)

假定对于每个节点 𝑣𝑖, 在给定其父节点集Pa(𝑣𝑖) ⊆
{𝑣1, 𝑣2, ⋅ ⋅ ⋅ , 𝑣𝑖−1}时, 满 足 𝑣𝑖与 {𝑣1, 𝑣2, ⋅ ⋅ ⋅ , 𝑣𝑖−1} ∖
Pa(𝑣𝑖)条件独立,即有

𝑃 (𝑣𝑖 ∣ 𝑣1, 𝑣2, ⋅ ⋅ ⋅ , 𝑣𝑖−1) = 𝑃 (𝑣𝑖 ∣ Pa(𝑣𝑖)). (2)

则由式 (1)和 (2)可知, 联合概率𝑃 (𝑣1, 𝑣2, ⋅ ⋅ ⋅ , 𝑣𝑛)满
足

𝑃 (𝑣1, 𝑣2, ⋅ ⋅ ⋅ , 𝑣𝑛) =
𝑛∏

𝑖=1

𝑃 (𝑣𝑖 ∣ Pa(𝑣𝑖)). (3)

式 (3)表明贝叶斯网络实质上是一个联合概率分布

𝑃 (𝑣1, 𝑣2, ⋅ ⋅ ⋅ , 𝑣𝑛)所有条件独立的图形化表示.

给定离散变量集 {𝑣1, 𝑣2, ⋅ ⋅ ⋅ , 𝑣𝑛}上的数据集𝐷,

贝叶斯网络结构学习是指尽可能地结合先验知识,找

到与样本数据拟合最好的网络拓扑结构. 通常的做法

是定义一个评分函数,评判某个具体结构反映的独立

关系和样本的匹配程度,选择适宜的搜索算法搜索分

值最高的网络模型,即

𝐺∗ = argmax
𝐺∈𝐺𝑛

𝑓(𝐺 : 𝐷). (4)

其中: 𝑓(𝐺 : 𝐷)是度量网络𝐺与数据集𝐷拟合程度

的打分函数, 𝐺𝑛是定义在节点集𝑉 上的所有DAG.

目前存在的打分函数都是在统计数据集合的基

础上设计的,大体上可以分为依据信息论原理设计的

打分函数和依据贝叶斯方法设计的打分函数. 这些打

分函数通常具有一个很重要的性质: 可分解性,即

𝑓(𝐺 : 𝐷) =

𝑛∑
𝑖=1

𝑓(𝑉𝑖,Pa(𝑣𝑖) : 𝑁𝑣𝑖,Pa(𝑣𝑖)), (5)

其中𝑁𝑣𝑖,Pa(𝑣𝑖)是 𝑣𝑖和Pa(𝑣𝑖)在给定数据集中的统计

量.

利用打分函数的可分解性,当网络的某节点处发

生了边的添加、删除和反向操作,需要计算新网络的

得分时, 只需计算该节点处的局部分值即可,因为其

他节点处未发生改变.这样可以大大减少计算量, 在

设计算法方面具有重要作用.

𝑛个节点构成的所有有向无环图都可能作为贝

叶斯网络的结构,且𝑛个变量可能构成的贝叶斯网络

数目的计算公式如下:

𝑔(𝑛) =

𝑛∑
𝑖=1

(−1)𝑖+1𝐶𝑛
𝑖 2

𝑖(𝑛−𝑖)𝑔(𝑛− 𝑖). (6)

由式 (6)可知,当𝑛 = 10时,需要搜索的模型个数将达

到约 4.17×1018,可见搜索空间巨大.若直接使用遗传

算法 (GA)进行贝叶斯网络结构学习, 则效率必然受

到严重影响.鉴于此,基于一个无约束优化问题,本文

先对遗传算法的初始种群进行优化,然后再使用遗传

算法学习贝叶斯网络结构. 由于初始种群性能较好,

本文提出的限制性遗传算法 (CGA)可以较快地学习

到最优贝叶斯网络结构.
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2 贝贝贝叶叶叶斯斯斯网网网络络络结结结构构构学学学习习习的的的限限限制制制型型型遗遗遗传传传算算算
法法法 (CGA)
在给出贝叶斯网络结构学习的限制型遗传算法

(CGA)之前,先介绍用于产生较好初始种群的无约束

优化问题的构造.

2.1 无无无约约约束束束优优优化化化问问问题题题

令𝜒2
𝑖𝑗∣𝑘表示自由度为 d𝑓 = (𝑛𝑖 − 1)(𝑛𝑗 − 1)𝑛𝑘

的𝜒2分布.其中: 𝑛𝑖是 𝑣𝑖的可取值个数; 𝜒2
d𝑓,𝛼表示自

由度为 d𝑓 = (𝑛𝑖−1)(𝑛𝑗−1)𝑛𝑘,显著性水平为𝛼的𝜒2

分布值.

定义 1 (1-步依赖系数) 考虑变量 𝑣𝑖和 𝑣𝑗 , 称

𝑐
(1)
𝑖𝑗𝛼 = min

𝑘 ∕=𝑖,𝑗
{𝜒2

𝑖𝑗∣𝑘 − 𝜒2
d𝑓,𝛼}为 𝑣𝑖与 𝑣𝑗之间的 1-步依

赖系数.

注注注 1 显然, 如果 𝑐
(1)
𝑖𝑗𝛼 > 0, 则无论是否有其他

变量的加入, 变量 𝑣𝑖和 𝑣𝑗之间都满足统计学意义上

以 (1−𝛼)%依赖的,即它们之间极大可能存在一条边.

如果 𝑐
(1)
𝑖𝑗𝛼 ⩽ 0, 则它们之间可能是条件独立的. 在实

际编程实现时,为了计算 𝑐
(1)
𝑖𝑗𝛼,根据文献 [13]中定理 1,

𝑐
(1)
𝑖𝑗𝛼可用如下的近似量替代:

𝑐
(1)
𝑖𝑗𝛼 = min

𝑘 ∕=𝑖,𝑗
{2𝑁MI𝐷(𝑣𝑖, 𝑣𝑗 ∣ 𝑣𝑘)− 𝜒2

d𝑓,𝛼}.
其中: 𝑁为样本数据条数, MI𝐷(𝑣𝑖, 𝑣𝑗 ∣ 𝑣𝑘)为节点变
量 𝑣𝑖、𝑣𝑗与条件节点变量 𝑣𝑘之间的条件互信息.

例 1 考虑如图 1所示的 4个节点的贝叶斯网络.

Cloudy

Wet grass

Sprinker Rain

图 1 四节点的贝叶斯网络

将图 1中的Cloudy、Sprinker、Rain和Wet Grass

分别简记为𝐶、𝑆、𝑅和𝑊 , 并假定每个节点变量可

以取两个值. 为了判断节点𝑆与𝑊 之间是否相互依

赖, 即节点𝑆与𝑊 之间是否存在边, 可以计算两变

量间的 1-步依赖系数 𝑐
(1)
𝑆𝑊𝛼. 假定𝜒2分布的显著性

水平𝛼 = 0.01, 此时𝜒2分布的自由度为 d𝑓 = (2 −
1)(2− 1)2 = 2,对应的𝜒2分布值为 9.210 3,从而根据

定义 1可计算 𝑐
(1)
𝑆𝑊𝛼 = min{𝜒2

𝑆𝑊 ∣𝐶 , 𝜒
2
𝑆𝑊 ∣𝑅}−9.210 3.

如果 𝑐
(1)
𝑆𝑊𝛼 > 0,则节点𝑆与𝑊 之间以 99%的概率存

在一条边.

定义 2 1-步依赖系数矩阵𝐶 = (𝑐𝑖𝑗)定义如下:

𝑐𝑖𝑗 =

{
𝑐
(1)
𝑖𝑗𝛼, 𝑖 ∕= 𝑗;

0, 𝑖 = 𝑗.

注注注 2 注意到𝜒2
𝑖𝑗∣𝑘 = 𝜒2

𝑗𝑖∣𝑘, 因此有 𝑐
(1)
𝑖𝑗𝛼 = 𝑐

(1)
𝑗𝑖𝛼,

即𝐶是一对称矩阵.

定义 3 如果存在节点 𝑣𝑘, 使得𝜒2
𝑖𝑗∣𝑘 < 𝜒2

d𝑓,𝛼成

立, 则称节点 𝑣𝑖与 𝑣𝑗以显著性水平𝛼局部条件独立

(LCI).

根据 𝑐
(1)
𝑖𝑗𝛼以及局部条件独立定义,有以下结论:

引理 1 节点 𝑣𝑖与 𝑣𝑗以显著性水平𝛼局部条件

独立LCI当且仅当 𝑐
(1)
𝑖𝑗𝛼 < 0.

定义 4 若对于 ∀𝑘 ∕= 𝑖, 𝑗, 总有𝜒2
𝑖𝑗∣𝑘 < 𝜒2

d𝑓,𝛼成

立, 则称节点 𝑣𝑖与 𝑣𝑗以显著性水平𝛼全局条件独立

(GCI).

一个贝叶斯网络结构可以表示成一个邻接矩

阵𝑋 = (𝑥𝑖𝑗)的形式,其中

𝑥𝑖𝑗 =

{
1, (𝑣𝑖, 𝑣𝑗) ∈ 𝐸;

0, (𝑣𝑖, 𝑣𝑗) /∈ 𝐸.

通过使用邻接矩阵𝑋 = (𝑥𝑖𝑗)和 1-步依赖系数,

可以构造一个度量网络全局依赖的量.

定义 5 对于一个邻接矩阵为𝑋 = (𝑥𝑖𝑗)的贝叶

斯网络,其 1-步全局依赖度量为

𝐻(𝑋,𝛼) =

𝑛∑
𝑖=1

𝑛∑
𝑗=1,𝑗 ∕=𝑖

𝑐𝑖𝑗𝑥𝑖𝑗 .

在定义 5的基础上,可构造如下无约束优化问题:

max 𝐻(𝑥, 𝛼) =

𝑛∑
𝑖=1

𝑛∑
𝑗=1,𝑗 ∕=𝑖

𝑐𝑖𝑗𝑥𝑖𝑗 . (7)

因为系数矩阵是一对称阵,所以由上述无约束优

化问题确定的邻接矩阵对应的图必是一无向图. 再根

据 𝑐
(1)
𝑖𝑗𝛼的定义可知,无向图中所保留的边是一些可能

为最优贝叶斯网络结构的候选边.

2.2 限限限制制制型型型遗遗遗传传传算算算法法法 (CGA)

在得到无约束优化问题所对应无向图的基础上,

给出本文所提出的限制型遗传算法.

遗传算法是一类模拟自然过程,特别是模拟生物

界自然进化和遗传过程的随机搜索算法. 它是一个

以适应度为依据,通过对群体中的个体进行选择、交

叉、变异等遗传操作来实现群体内个体结构重组的迭

代处理过程. 由于贝叶斯网络结构可以用邻接矩阵的

形式表示,如图 1表示成邻接矩阵的形式⎡⎢⎢⎢⎢⎣
0 1 1 0

0 0 0 1

0 0 0 1

0 0 0 0

⎤⎥⎥⎥⎥⎦ .

在本文算法中,种群个体用邻接矩阵表示. 当个体之

间进行交叉和变异操作时,首先将矩形结构编码的结

构矩阵变成行向量后再进行. 如一个贝叶斯网络结构

的邻接矩阵为𝑋 = (𝑥𝑖𝑗), 它所对应的矩形结构编码

的结构矩阵变成行向量后可表示为

𝑥11𝑥12 ⋅ ⋅ ⋅𝑥1𝑛𝑥21𝑥22 ⋅ ⋅ ⋅𝑥2𝑛 ⋅ ⋅ ⋅𝑥𝑛1𝑥𝑛2 ⋅ ⋅ ⋅𝑥𝑛𝑛.
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从而,对应图 1的邻接矩阵变成行向量后为

0 1 1 0 0 0 0 1 0 0 0 1 0 0 0 0.

下面先对限制型遗传算法 (CGA)所涉及的初始

种群的设定,种群个体间的选择、交叉和变异操作做

一介绍;然后给出该算法的具体描述.

首先通过求解如上所述的无约束优化问题,获得

一无向图. 以此无向图为基础网络,随机生成初始种

群,也即初始种群个体所对应网络结构的边只能在无

向图中的边中随机产生,而无向图中的这些边恰好是

最优贝叶斯网络结构的候选边,从而极大地减弱了单

纯使用遗传算法学习对初始群体的依赖性,而且算法

的收敛速度也有很大的提高.

算法采用最佳个体保留法对个体进行选择.最佳

个体保留法能够保证遗传算法终止时得到的结果一

定是历代出现过的具有最高适应度的个体.

选择操作选出的个体随机配对, 并按交叉概率

𝑝𝑐决定是否进行交叉操作.交叉操作是产生新个体的

主要方法,决定了遗传算法的全局搜索能力. 本文采

用较为简单的单点交叉方法, 例如,假设两个个体所

对应矩形结构编码的结构矩阵变成行向量后分别为

10000100和 11111111, 随机确定的位置为第 4位, 则

交叉后新产生个体所对应矩形结构编码的结构矩阵

的行向量分别为 10001111和 11110100.

变异操作可以随机改变个体的性状, 增加群体

的多样性以避免局部极值. 具体做法是按变异概率

𝑝𝑚随机改变某些个体串的某些基因座的基因值, 即

1 → 0或 0 → 1. CGA算法中个体的基因Gene(𝑣𝑖)

表示变量 𝑣𝑖在贝叶斯网络中的父亲节点集,由此可定

义算法的基本变异算子为:逆转有向弧𝑋𝑖 → 𝑋𝑗 .

此外,在算法中,群体规模、遗传操作的交叉概率

𝑝𝑐、变异概率 𝑝𝑚以及算法的结束条件等应根据算法

处理的具体情况设定. 算法终止条件可以设置为:已

经进化了NC代或连续𝐿代最佳的网络结构没有变

化.

CGA算法描述如下:

1) 初始化. 设定无约束优化中的显著性水平𝛼,

遗传算法中的交叉概率 𝑝𝑐和变异概率 𝑝𝑚, 迭代次数

NC,迭代计数器 𝑡 = 0.

2)确定无向图. 构造无约束优化问题并求解,获

得一无向图.

3)产生初始种群. 以无向图为基础,产生初始种

群Pop(0).

4)主循环.当 𝑡 ⩽ NC时:

对种群Pop(𝑡)执行选择、交叉和变异算子,

产生子代群体Pop(son).

从Pop(𝑡)和Pop(son)中按最佳个体保留原则

选择个体组成新一代群体Pop(𝑡+ 1).

置 𝑡 = 𝑡+ 1.

终止循环.

5)输出最优贝叶斯网络结构.

3 数数数值值值实实实验验验

下面以图 1为例说明本文方法学习贝叶斯网络

结构的过程. 首先由图 1中的网络生成 800条数据,并

计算1-步依赖系数矩阵,如表 1所示.

表 1 1-步依赖系数

Cloudy Sprinker Rain Wet Grass

Cloudy 0 130.921 4 365.535 8 41.259 8

Sprinker 130.921 4 0 -5.739 7 392.845 5

Rain 365.535 8 -5.739 7 0 392.845 5

Wet Grass 41.259 8 392.845 5 329.265 3 0

然后,调用Matlab中的 bintprog函数求解无约束

优化问题 (7),获得无向图如图 2所示.

Cloudy

Wet grass

Sprinker Rain

图 2 CGA方法学习得到的无向图

最后, 以此无向图为基础产生初始种群, 并对

初始种群进行选择、交叉和变异等遗传操作学习

贝叶斯网络结构. 通过使用Matlab 7.0, 在数值实验

平台为 Pentium 4, 3.06 GHz CPU, 512 M的微机上,显

著性水平𝛼 = 0.5%, 交叉概率 𝑝𝑐 = 0.99, 变异概率

𝑝𝑚 = 0.001,种群规模为 200,迭代次数NC = 15的设

置下,采用BIC打分函数,本文提出的CGA方法运行

71.969 0 s后学习得到了图 1中的真实网络.

为了进一步测试本文方法的性能, 对限制型遗

传算法CGA和遗传算法GA学习贝叶斯网络结构的

效果和运行效率做了比较. 实验中除种群规模改为

300外,其他参数设置同上. 选取Asia网络 (图 3)为学

习对象,学习结果比较见图 4.
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图 3 真实的Asia网络结构
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图 4 CGA方法在不同样本尺寸下
得到的最优贝叶斯网络图

通过比较可以发现, 限制型遗传算法CGA在样

本尺寸为 800, 运行时间为 153.845 0 s时即可获得较

好的网络结构;而非限制下的遗传算法GA要获得同

样好的网络结构则需要样本数据为 3 000, 运行时间

为 210.903 2 s. 实验结果表明, 本文所提出的限制型

遗传算法CGA可以在小样本数据下, 以较短的时间

获得较优的贝叶斯网络结构. 此外,两种方法每次迭

代的最优贝叶斯网络相应得分随迭代次数的变化结

果 (图 5)显示, CGA方法在开始时即可获得较好的贝

叶斯网络结构,这进一步说明,限制型遗传算法CGA

在使用遗传算法进行边及边的方向确定前,已经对许

多较差的贝叶斯网络结构进行了排除.因此, 本文方

法无论从学习效果,还是运行效率,都比直接使用遗

传算法GA的性能好.
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图 5 CGA和GA方法在样本尺寸分别为 800和 3 000
时每次迭代所得最好分数与迭代次数的关系

4 结结结 论论论

为有效学习贝叶斯网络结构,本文基于无约束优

化和遗传算法提出了一种限制性遗传算法 (CGA).首

先, 通过引入依赖变量和全局依赖度量等概念, 构造

了一个无约束优化问题,其最优解对应一无向图; 然

后以此无向图为基础产生遗传算法的初始种群,进而

通过使用遗传算法中的选择、交叉和变异算子学习获

得最优贝叶斯网络结构. 数值实验表明,本文方法可

以在小样本数据下, 以较短时间获得较好的结果.关

于参数的设置,以及不同交叉算子的使用对算法的影

响,将是进一步研究的内容.
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