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摘 要: 针对一类不确定非线性多输入多输出复杂系统,根据系统的输入输出数据对,提出一种基于聚类的超闭球

模糊神经网络系统.该系统通过改进的模糊聚类方法 (FCM)确定模糊规则数,采用高维隶属度函数取代常规的单维

隶属度函数,并对隶属度函数中心值和隶属度函数参数采用一步通过算法. 所提方法可降低系统的模糊规则数,简化

网络计算.此外,当系统的输入输出发生变化时,可实现模糊规则库的在线修改.仿真实例验证了所提方法的有效性.
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Abstract: A hyperball fuzzy neural network algorithm is proposed for modeling of uncertain, high-dimensional and complex

nonlinear systems based on clustering. Firstly, an improved fuzzy cluster method(FCM) is given to determine the number of

fuzzy rules. The one-dimensional membership functions are replaced by the multi-dimensional membership functions. Then,

a one-pass algorithm is presented to calculate the centers and parameters of membership functions. The proposed approach

can reduce the number of fuzzy rules and simplify the network calculation. Moreover, the fuzzy rules base can be modified

online when the input-output data changes. The simulation results show the effectiveness of the proposed approach.
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1 引引引 言言言

在系统的控制和分析中, 系统模型是不可或缺

的. 从广义上讲, 系统的模型可分为机理模型和实

验模型. 但对于复杂的非线性系统,很难建立系统的

机理模型. 因此如何根据系统的输入输出数据建立

系统的数学模型显得尤为重要. 目前比较典型的是

ARMAX模型[1-2]和NARMAX模型[3-4], 虽然它们可

避开复杂的机理建模过程,但不能利用已知的系统信

息, 并且这两种模型是黑箱模型, 难以理解. 随着神

经网络模型研究的发展,人们开始利用神经网络非线

性函数的逼近能力对复杂系统建模,并取得了很大成

就[5-7]. 但神经网络建模的随机性很大 (网络结构的随

机性和初始参数的随机性), 不能利用系统的已知信

息,并且神经网络模型是一个“黑箱”模型,没有明确

的物理意义,从而很难进行系统分析和控制器的设计.

模糊神经网络不但具有良好的函数逼近能力和强大

的自学习功能,而且可利用系统信息对网络进行结构

和参数初始化, 从而减小了网络的规模, 简化了系统

性能分析和控制器设计过程. 与单纯的模糊系统相

比,模糊神经网络系统的优势在于可根据由真实系统

的输入输出数据对构成的样本集来设计系统.但目前

模糊神经网络存在的主要缺陷如下:

1)模糊神经网络的规则数通常是根据经验确定,

没有解决模糊系统规则数目问题.

2)当系统维数较高时,将高维输入转变成多个单

维输入,会导致系统规则库庞大,令系统变得复杂.
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在设计模糊神经网络系统的过程中,选择一个适

当的规则数目很重要. 规则太多会令系统变得复杂,

这种复杂的系统可能对于问题的解决不是必需的,或

者是难以设计和运行的;而规则太少又会令系统的作

用削弱, 增加系统的无效性, 这种无效性往往导致系

统难以完成该问题的目标.再者, 目前的模糊神经网

络由于需要耗时的迭代计算,很难用于复杂非线性系

统的在线建立. 为了解决上述问题,本文提出一种新

型基于聚类的超闭球模糊神经网络 (HFNNBC)用于

高维非线性系统的模型建立. 该方法的主要特点如

下:

1)对输入数据进行模糊聚类,确定模糊规则数.

2)采用高维隶属度函数取代单维隶属度函数,从

而不需要将高维数据转化为多个单维数据.

3)对隶属度函数中心值和标准偏差采用一步通

过算法 (OPA)简化模型计算.

2 HFNNBC网网网络络络结结结构构构及及及算算算法法法
由于一个多输入多输出模糊系统可分解为多个

多输入单输出系统,不失一般性, 在此只考虑多输入
单输出系统.图 1为HFNNBC网络结构, 每一行对应
一条模糊规则,共有 𝑙条模糊规则,隶属度函数采用高
斯函数.
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图 1 HFNNBC网络结构
该网络结构共分如下 5层:

第 1层: 输入层. 主要是对多维输入信号进行归
一化处理.

第 2层: 规则选择标志层. 𝑠 = [𝑠1, 𝑠2, ⋅ ⋅ ⋅ , 𝑠𝑙]为
规则选择标志向量. 其中: 𝑠𝑖为第 𝑖条规则的选择标

志位,若 𝑠𝑖 = 1,则该规则被选中;若 𝑠𝑖 = 0,则该规则
未被选中.

第 3层: 输入模糊语言变量层𝑇 (𝑥) = {𝐴1, 𝐴2,

⋅ ⋅ ⋅ , 𝐴𝑖, ⋅ ⋅ ⋅ , 𝐴𝑙}. 其中: 𝐴𝑖为第 𝑖个模糊语言变量值,
它是定义在输入论域𝑈上的模糊集合,相应的隶属度
函数采用高斯函数. 输入模糊语言中心值向量𝐶 =

[𝑐1, 𝑐2, ⋅ ⋅ ⋅ , 𝑐𝑖, ⋅ ⋅ ⋅ , 𝑐𝑙], 𝑐𝑖为𝐴𝑖模糊语言变量的中心

值. 𝜎 = [𝜎1, 𝜎2, ⋅ ⋅ ⋅ , 𝜎𝑖, ⋅ ⋅ ⋅ , 𝜎𝑙], 𝜎𝑖为该语言变量对应

隶属度函数的参数,模糊语言变量数等于模糊规则数.

第 4层: 输出模糊语言变量层𝑇 (𝑦) = {𝐵1, 𝐵2,

⋅ ⋅ ⋅ , 𝐵𝑖, ⋅ ⋅ ⋅ , 𝐵𝑙}. 其中: 𝐵𝑖为第 𝑖个模糊输出语言变

量值,它是定义在输出论域𝑉 上的模糊集合,输出模
糊语言中心值向量𝑤 = [𝑤1, 𝑤2, ⋅ ⋅ ⋅ , 𝑤𝑙]

T , 则𝑤𝑖为

𝐵𝑖模糊语言变量的中心值. 采取单点模糊化方法,
𝐴𝑖 → 𝐵𝑖对应一条模糊规则,若采用 If-Then规则,则
第 𝑖条规则可表示如下:

If 𝑥 is 𝐴𝑖, then 𝑦 is 𝐵𝑖.

第 5层: 解模糊化层,得到系统的精确输出.

2.1 归归归一一一化化化

设𝑈是有界输入空间,对任意可能的输入𝑥, 𝑥 ∈
𝑈 = 𝑀1 ×𝑀2 × ⋅ ⋅ ⋅ ×𝑀𝑛,其中𝑀 𝑖 = [�̄�min 𝑖, �̄�max 𝑖]

(𝑖 = 1, 2, ⋅ ⋅ ⋅ , 𝑛)为输入空间维数. 为了便于隶属度函
数参数的选取及所设计的模糊神经网络不依赖于输

入空间𝑈 ,将输入向量𝑥进行归一化处理,即

𝑥𝑖 =
max−min

�̄�max 𝑖−�̄�min 𝑖
(�̄�𝑖 − �̄�min 𝑖) + min. (1)

其中: 𝑀𝑖 = [min,max], 𝑥 ∈ 𝑀1 ×𝑀2 × ⋅ ⋅ ⋅ ×𝑀𝑛.

2.2 模模模糊糊糊规规规则则则数数数和和和输输输入入入模模模糊糊糊中中中心心心值值值的的的确确确定定定

对于最优模糊神经网络系统,一个数据对可对应
一条模糊规则,但对于大样本问题需要对输入输出数
据对进行聚类分组, 使得一组数据对应一条模糊规
则.模糊𝐶均值 (FCM)[8]聚类能很好地处理高维数据

空间的聚类问题,在复杂非线性模糊控制系统数据空
间的模糊划分中有着广泛的应用, 但FCM需要预先
设置聚类数目. 而对于多输入多输出数据对的模糊聚
类, 其聚类数目无法确定. 对此, 本文对 FCM方法进
行改进,根据聚类准则的收敛性,当聚类数目增加时,
聚类准则函数的收敛速度逐渐变慢,当收敛速度慢到
一定程度时,即得到合适的聚类数目. 聚类数目即为
该模糊系统的模糊规则数,同时确定了模糊神经网络
结构参数𝐶 = [𝑐1 𝑐2 ⋅ ⋅ ⋅ 𝑐𝑙]. 具体聚类步骤如下:

Step 1: 设置聚类数目 𝑙为一个较小的数目,并确
定终止条件 𝜀.

Step 2: 为 𝑙个聚类中心赋初值.

Step 3: 采用 FCM聚类方法对样本进行聚类.

Step 4: 计算如下聚类准则函数:

𝐽 =

𝑙∑
𝑖=1

𝑁𝑖∑
𝑗=1

(𝑥𝑖
𝑗 − 𝑐𝑖)

2
, (2)

其中𝑁𝑖为属于第 𝑖个聚类中心的数据对数.

Step 5: 根据给出的判定阈值 𝜀, 当 ∣𝐽𝑡+1 − 𝐽𝑡∣ ⩽
𝜀时, 表示聚类数目合适, 聚类停止; 否则令 𝑙加 1, 转
Step 2.

这样, 获取了 𝑙个聚类中心值𝐶 = [𝑐1, 𝑐2, ⋅ ⋅ ⋅ ,
𝑐𝑖, ⋅ ⋅ ⋅ , 𝑐𝑙],每个聚类中心为𝑛维向量,即 𝑐𝑖 = [𝑐𝑖1, 𝑐𝑖2,

⋅ ⋅ ⋅ , 𝑐𝑖𝑛].
2.3 神神神经经经网网网络络络算算算法法法

对于常规的模糊神经网络,通常是将多维输入简
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化为多个单维输入,再对每个单维输入进行模糊划分,

定义多个模糊语言变量,对应一定的输入𝑥求其隶属

于每个语言变量的隶属度.对于高维系统,显然该方

法繁琐,且形成的模糊系统结构复杂. 本文从另一个

角度,采用高维隶属度函数, 对系统的输入进行高维

模糊划分.

定定定义义义 1(高维隶属度函数) 若隶属度函数采用

高斯函数,则有

𝜇𝐴𝑖(𝑥) = exp
(
−∥𝑥− 𝑐𝑖∥2

2𝜎𝑖
2

)
. (3)

其中: 𝑐𝑖为模糊语言变量𝐴𝑖的中心值; 𝜎𝑖为高斯隶属

度函数的参数,即

𝜎𝑖 =
min ∥𝑐𝑖 − 𝑐𝑗∥ 𝑗=1,2,⋅⋅⋅ ,𝑙

𝑖 ∕=𝑗√−2 ln 𝛿
, (4)

𝛿 = 0.5为相邻两个模糊语言变量的重叠区.

当输入为𝑥时,则以𝑥为中心,定义超闭球

HC = {𝑐∣ ∥𝑐− 𝑥∥ ⩽ 𝑅𝑏}, 𝑥 ∈ 𝑈. (5)

其中: 𝑅𝑏为超闭球半径, 取𝑅𝑏 = (2 − 3)�̄�, 这里�̄� =

1

𝑙

𝑙∑
𝑖=1

𝜎𝑖为各隶属度函数标准偏差的算术平均值.在

HC上定义高斯隶属度函数

𝜇𝑖(𝑐𝑖) =

⎧⎨⎩ exp
(
−∥𝑐𝑖 − 𝑥∥2

2𝜎2

)
, 𝑐𝑖 ∈ HC;

0, 𝑐𝑖 /∈ HC.
(6)

𝑆amp = {(𝑥𝑘, 𝑦𝑘)}(𝑘 = 1, 2, ⋅ ⋅ ⋅ , 𝑁𝑠)为学习样本, ∀𝑥𝑘

∈ 𝑆amp , 则以𝑥𝑘为中心的超闭球包含𝑁𝑙个聚类中

心, 即𝑁𝑙条规则被激活. 规则选择标志向量记为𝑆𝑘,

若第 𝑗个元素为 1,则说明HC包含 𝑐𝑗 , 若为零则说明

不包含. 例如:输入维数为 3, 𝑥 = [𝑥1, 𝑥2, 𝑥3],根据改

进的 FCM聚类方法对输入数据进行聚类, 得到模糊

规则数 𝑙和模糊聚类中心𝐶 = [𝑐1, 𝑐2, ⋅ ⋅ ⋅ , 𝑐𝑙], 如图 2

所示. 图中: 黑色圆点为聚类中心,表示相应模糊输入

语言变量的中心值,共获得 12条规则;黑色五角星表

示输入𝑥𝑘. 以𝑅𝑏为半径𝑥𝑘为中心画一超闭球, 则超

闭球内的规则被激活, 选择向量𝑆𝑘中相应规则标志

位置 1,即规则 5, 8, 11, 12相应的标志位置 1. 超闭球

外的规则没有被激活,即其他规则的标志位保持为 0.
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图 2 三维输入聚类中心分布及超闭球

对应的HFNNBC网络输出为

𝑦𝑘 =
𝑆𝑘

T𝑈(𝑥𝑘)𝑤

𝑆𝑘
T𝜇(𝑥𝑘)

=

𝑙∑
𝑖=1

𝑠𝑘𝑖𝜇𝑖(𝑥𝑘)𝑤𝑖

𝑙∑
𝑖=1

𝑠𝑘𝑖𝜇𝑖(𝑥𝑘)

=

∑
𝑖∈HC

𝜇𝑖(𝑥𝑘)𝑤𝑖∑
𝑖∈HC

𝜇𝑖(𝑥𝑘)
. (7)

其中

𝑈(𝑥𝑘) = diag[𝜇1(𝑥𝑘), 𝜇2(𝑥𝑘), ⋅ ⋅ ⋅ , 𝜇𝑙(𝑥𝑘)];

𝜇(𝑥𝑘) = [𝜇1(𝑥𝑘), 𝜇2(𝑥𝑘), ⋅ ⋅ ⋅ , 𝜇𝑙(𝑥𝑘)]
T;

𝑆𝑘 = [𝑠1, 𝑠2, ⋅ ⋅ ⋅ , 𝑠𝑙]T为模糊规则选择标志向量; 𝑤 =

[𝑤1, 𝑤2, ⋅ ⋅ ⋅ , 𝑤𝑙]
T为模糊神经网络输出参数, 对应输

出语言变量中心值向量.

2.4 输输输出出出参参参数数数𝒘学学学习习习算算算法法法

2.4.1 𝑤参参参数数数的的的初初初始始始值值值确确确定定定

根据模糊聚类算法将学习数据划分为 𝑙组,每组

对应一条模糊规则. 假如第 𝑝组数据包含𝑁𝑝个数据

对. 其聚类中心为 𝑐𝑝,即对应该组数据的规则前件是

相同的,对应规则可表示如下:

If 𝑥𝑝
1 is 𝐴𝑝 then 𝑦 is 𝑦1,

If 𝑥𝑝
2 is 𝐴𝑝 then 𝑦 is 𝑦2,

...

If 𝑥𝑝
𝑁 is 𝐴𝑝 then 𝑦 is 𝑦𝑁 .

每条规则的权值为

𝜇𝐴𝑝(𝑥𝑝
𝑗 ) = exp

(
−
∥∥𝑥𝑝

𝑗 − 𝑐𝑝
∥∥2

2𝜎2

)
, 𝑗 = 1, 2, ⋅ ⋅ ⋅ , 𝑁𝑝.

则有

𝑤o
𝑝 =

𝑁𝑝∑
𝑗=1

𝜇𝐴𝑝
𝑗
𝑦𝑝𝑗

/ 𝑁𝑝∑
𝑗=1

𝜇𝐴𝑝
𝑗
, (8)

其中𝑤0
𝑝为𝑃 组模糊规则的输出.令

𝑢𝐵𝑝(𝑤o
𝑝) =

max{𝑢𝐵1(𝑤o
𝑝), 𝑢𝐵2(𝑤𝑜

𝑝), ⋅ ⋅ ⋅ , 𝑢𝐵𝑙(𝑤𝑜
𝑝)},

其中𝐵𝑝为被选择的语言变量. 则𝑃 组模糊规则可被

简化为一条模糊规则,即

If 𝑥 is 𝐴𝑝 then 𝑦 is 𝐵𝑝.

这样依次确定每组的输出参数𝑤𝑗
𝑜, 最终形成输出参

数的初始值𝑤𝑜(𝑤
1
𝑜, 𝑤

2
𝑜, ⋅ ⋅ ⋅ , 𝑤𝑙

𝑜).

2.4.2 𝒘参参参数数数的的的学学学习习习校校校正正正

𝑤参数的学习校正采用改进的C-L算法[9],即

Δ𝑤𝑘−1 =
𝛼𝑒𝑘−1𝑈(𝑥𝑘−1)𝑆𝑘−1

𝛽 +
𝑆T
𝑘−1𝑈(𝑥𝑘−1)𝑈

T(𝑥𝑘−1)𝑆𝑘−1

𝑆T
𝑘−1𝑢(𝑥𝑘−1)𝑢T(𝑥𝑘−1)𝑆𝑘−1

, (9)

其中𝛼, 𝛽为常数. 当 0 < 𝛼 < 2, 𝛽 > 0时,该算法是收

敛的. 对于每一个样本,只需局部调整权系数. 整个系

统的建模过程如下:
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Step 1: 采集学习样本,得到系统的输入输出数据

对;

Step 2: 对输入数据进行模糊聚类,确定模糊规则

数和模糊聚类中心;

Step 3: 根据模糊聚类组的划分,确定每条模糊规

则输出的初始值;

Step 4: 计算HFNNBC的输出;

Step 5: 计算学习样本均方差, 若满足要求,则转

Step7;

Step 6: 修正输出参数向量𝑤,并转 Step4;

Step 7: 学习结束.

3 规规规则则则库库库的的的在在在线线线修修修改改改

在样本数据不完备的情况下,建立的规则库也是

不完备的. 此外,对于实际的非线性复杂系统,随着系

统的运行及参数变化,也会导致系统的输出发生变化.

这时需要对规则库进行在线修改,具体步骤如下:

Step 1: 在线采集样本数据𝑆amp = (𝑥, 𝑦);

Step 2: 以样本输入数据为中心画一超闭球,判断

是否有规则包含在内,若有则转 Step 4;

Step 3: 以新的样本数据为中心点形成一条新的

规则,计算方法同上;

Step 4: 计算HFNNBC网络输出;

Step 5: 计算误差, 若误差小于学习阈值, 则转

Step7;

Step 6: 局部修正超闭球内的规则参数𝑤;

Step 7: 规则修正结束.

4 实实实验验验与与与分分分析析析

为了验证HFNNBC算法的有效性, 分别通过

HFNNBC,基于Takagi-Sugeno的 FNN和 FCMAC[10]辨

识一多步时延非线性动态系统,并对其进行比较.

具有多步时延的非线性系统如下:⎧⎨⎩

𝑦(𝑘 + 1) =

𝑓(𝑦(𝑘), 𝑦(𝑘 − 1), 𝑦(𝑘 − 2), 𝑢(𝑘), 𝑢(𝑘 − 1)),

𝑦(𝑘 + 1) =

(𝑦(𝑘)𝑦(𝑘 − 1)𝑦(𝑘 − 2)𝑢(𝑘)𝑢(𝑘 − 1)(𝑦(𝑘 − 2)−
1) + 𝑢(𝑘))/(1 + 𝑦(𝑘 − 1)

2
+ 𝑦(𝑘 − 2)

2
),

𝑢(𝑘) = sin(𝑘π/25).

(10)

即当前输出为前 3个输出 𝑦(𝑘), 𝑦(𝑘 − 1), 𝑦(𝑘 − 2)和

前 2个输入𝑢(𝑘), 𝑢(𝑘 − 1)的函数.

根据上述公式产生样本学习数据为

𝑆amp = {(𝑦𝑘, 𝑦𝑘−1, 𝑦𝑘−2, 𝑢𝑘, 𝑢𝑘−1), (𝑦𝑘+1)},
𝑘 = 1, 2, ⋅ ⋅ ⋅ , 𝑁𝑠.

输入为 5维, 输出为 1维. 样本数据分为学习样本和

检验样本, 其中前 250个数据为学习样本, 后 300个

数据为检验样本. 现将HFNNBC与常规的 FNN和

FCMAC作比较. 采用HFNNBC方法对系统进行建

模, 通过改进的 FCM聚类算法共得到 40个聚类中

心,每个聚类中心为 5维向量,共获得 40条模糊规则.

对应的输入模糊语言变量可表示为𝑇 (𝑥) = {𝐴1, 𝐴2,

⋅ ⋅ ⋅ , 𝐴𝑖, ⋅ ⋅ ⋅ , 𝐴40}, 𝑤为输出模糊语言变量的中心值向

量, 对应的输出模糊语言变量可表示为𝑇 (𝑦) = {𝐵1,

𝐵2, ⋅ ⋅ ⋅ , 𝐵𝑖, ⋅ ⋅ ⋅ , 𝐵40}. 如:第 1个聚类中心为 [0.731 9,

0.768 4, 0.840 4, 0.849 0, 0.905 2], 即模糊输入语言变

量𝐴1的中心值, 𝑤的第 1个值为 0.610 6,即输出模糊

语言变量𝐵1的中心值.则第 1条模糊规则可表示为:

If 𝑥 is 𝐴1 then 𝑦 is 𝐵1.

同时采用 FNN对系统建模, 取每个输入的模糊

划分为 3个语言变量,产生的模糊规则数为 35 = 243;

采用 FCMAC神经网络对系统建模,取每个输入的模

糊划分为 5个语言变量 (仿真结果显示, 3个模糊语言

变量划分不能很好地对该系统进行学习), 产生的模

糊规则数为 55 = 3125. 图 3为多步时延非线性动态

系统的实际输出曲线和仿真曲线.从图 3中可以看出,

HFNNBC, FNN都可以精确地辨识高维非线性系统,

而 FCMAC的辨识精度比HFNNBC和FNN低.
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图 3 实际曲线和仿真曲线

图 4为HFNNBC, FNN和 FCMAC随学习次数增

加的误差变化曲线, 迭代次数为 40. 学习误差采用

RMSE (root mean square error)表示, 学习结束后,
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HFNNBC, FNN和FCMAC的 学 习 误 差 分 别 为:

1.0×10−4, 5.5× 10−4和 2.8× 10−3,显然HFNNBC的

学习误差最小. 对于HFNNBC, 初始情况下通过输

出参数𝑤来确定初始值 (OPA算法, 迭代次数为 1),

HFNNBC的学习误差为 1.7 × 10−3, 比 FCMAC经过

多次迭代后的误差还小. 因此一般情况下,若精度要

求不是很高, 则所提出的HFNNBC可采取一步通过

方法,而不需要迭代.
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图 4 3种算法误差变化曲线
将学习后的HFNNBC用检验样本验证, 图 5为

HFNNBC学习样本误差曲线和检验样本误差曲线.经

过计算, HFNNBC的泛化误差为 1.724× 10−4,为其学

习误差的 1.724倍. 因此, HFNNBC具有较好的泛化

能力.
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图 5 学习样本和检验样本误差曲线

5 结结结 论论论

常规的模糊神经网络不仅很难确定系统的模糊

规则数,而且当系统维数增加时会导致模糊规则库容

量呈指数增加, 在实际应用中受到限制.本文根据高

维非线性系统的输入输出数据提出一种HFNNBC算

法, 用于高维非线性系统的模型建立及在线修改.主

要结论如下:

1)该算法可有效地降低系统的模糊规则数,简化

系统模型;

2)仿真结果表明,该算法建立的模型精度优于常

规的 FNN算法和FCMAC算法;

3)通过HFNNBC OPA算法建立的模型精度优于

FCMAC多次迭代后的模型精度,因此当系统模型精

度要求不是很高时,可采用OPA算法简化模型计算.
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